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摘　要：　现存的无监督视频目标分割方法通常使用光流作为运动线索来提升模型性能 . 然而，光流的估计常存

在误差，这将导致双流网络易对噪声过拟合 . 为此，本文提出一种基于混合变换器的无监督视频目标分割算法，通过

引入深度信号引导变换器高效融合不同模态数据，以学习更加鲁棒的特征表达，从而减轻模型对噪声的过拟合 . 首

先，设计一个新颖的混合注意力模块来获得全局感受野并对不同模态的特征进行充分交互，以增强特征的全局语义信

息来提升模型的抗干扰能力 . 接着，为了进一步感知精细化的目标边缘，设计了一个局部-非局部语义增强模块，将局

部语义的归纳偏置引入补充学习非局部语义特征，在提升模型抗干扰力的同时突出更精细化的目标区域 . 最后，增强

后的特征输入变换器的解码器，预测得到高质量的分割结果 . 与最先进的方法相比，本文所提算法在四个标准数据集

上都获得了领先的性能，充分表明了本文所提方法的有效性 .
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Abstract:　The existing unsupervised video object segmentation methods usually employ optical flow as a motion cue 
to improve the model performance.  However, the estimation of optical flow frequently involves errors, resulting in lots of 
noise, especially for objects with static or complicated motion interference.  The two-stream networks will easily overfit to 
the noise, which severely degrades the segmentation model.  To relieve this, we propose to a novel mixed transformer in un⁃
supervised video object segmentation, which can efficiently fuse different modality data by introducing depth signals to 
learn more robust feature representation and reduce the model overfitting to noise.  In specific, the video frame, optical flow 
and depth map that are cropped into a set of fixed-size patches and concatenated together, are first composed of a triplet as 
the transformer input.  The linear layer followed by a position-encoding layer is applied on the triplet, producing the fea⁃
tures to be encoded.  After this, the features are integrated by a novel mixed attention module, which can obtain the global 
respective field and sufficiently interact with the various modality features, to enhance the global semantic features and im⁃
prove the anti-interference ability of the model.  The local-non-local semantic enhancement module is developed in order to 
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further perceive the refined target edge by introducing the inductive bias of local semantic information into supplementary 
learning of non-local semantic features.  In this way, the target region is more refined while improving the anti-interference 
capability of the model.  In the end, the enhanced features as the transformer decoder input to produce the predicted segmen⁃
tation mask.  Extensive experiments on four standard challenging benchmarks demonstrate that the proposed method 
achieves favorable performance against state-of-the-art methods.

Key words:　unsupervised video object segmentation mixed transformer; mixed attention; multimodality; depth esti⁃
mation; robust features
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1　引言

给定一组视频序列，视频目标分割（Video Object 
Segmentation，VOS）旨在从中定位并分割出特定的目

标 . VOS在计算机视觉中是一项极具挑战性的任务，拥

有目标跟踪和自动驾驶等应用场景［1~3］现有的 VOS 技

术大致可分为三类：半监督视频目标分割、无监督视频

目标分割（Unsupervised VOS，UVOS）和参考视频目标

分割 .
UVOS 任务的主流方法包括双流网络［4~8］、基于记

忆的卷积神经网络［9，10］和 3D卷积神经网络［11，12］等 . 其

中，双流网络方法利用光流捕获运动信息，并通过信息

交互模块融合外观与运动特征，以获得增强后的时空

特征 . 基于记忆的 UVOS 方法利用过往所有的历史帧

信息，将当前帧与历史帧在时空域上做匹配学习，从而

关联当前帧和历史帧的特征 . 基于 3D卷积神经网络的

方法将连续视频帧沿着时间维度拼接，再输入 3D卷积

模块中提取时空特征 .
尽管上述UVOS方法取得了较好的性能，但是仍然

存在一些不足之处：双流网络结构复杂且计算开销较

大，容易对光流噪声信号过拟合；3D 卷积网络计算量

大，并且感受野受限，无法捕获特征之间的长程依赖关

系；基于记忆的UVOS方法需要大量的内存开销来存储

历史帧信息 .
基于上述分析，本文提出了基于深度信号引导学

习混合变换器的UVOS网络 .
2　预备知识

为了解决模型对光流噪声过拟合的问题，本文在

网络中引入深度信号 . 直观上，深度信息提供了一帧中

所有对象的空间位置信息，而不像光流会受物体静止

或复杂运动的干扰 . 通过深度图，我们可以很容易地区

分出不同空间位置的物体，从而精确分割出运动目标

区域 . 此外，针对卷积神经网络中局部感受野受限和网

络复杂、计算量大的问题，轻量化的视觉变换器（Vision 
Transformer，ViT）能够以较小的计算量和参数量来建模

长程依赖关系，从而避免引入卷积神经网络的归纳偏

置而获得全局感受野 . 最后，变换器本身具备良好的处

理多模态信号的特性，特别适合建模视频帧、光流图、

深度图等不同模态数据之间的相互依赖关系，从而高

效挖掘出它们之间的共性信息 .
3　基于深度信号引导学习混合变换器

3. 1　网络整体结构

基于深度信号引导学习混合变换器网络主要包括

Transformer编码器和Transformer解码器 . 在每个Trans⁃
former模块中包含层归一化、混合注意力模块、局部-非

局部语义增强模块和多层感知机，具体网络结构如图 1
所示 .

给定 RGB 帧 Ir ÎRH ´W ´ 3、光流图 If ÎRH ´W ´ 3 和深

度图 Id ÎRH ´W ´ 3 三种模态数据组成的三元组，其中下

标 r、f、d分别表示视频帧、光流和深度信息 . 然后，分别

将其裁剪为 N 个固定尺寸的图像块，并将每个图像块

展成一个 C 维向量 x lj 构成一个图符（token），其中 l 是
r、f、d 中的一种模态 . 随后，通过可学习的投影矩阵

WÎRC ´D 线性映射后加入位置编码 PÎRN ´D，生成待

编码的特征F l ÎRN ´D：

F l =[x T
l1Wx T

l2W... x T
lNW ]+PlÎ{rfd} （1）

接着，将模态 l特征 F l 输入编码器，并在各个阶段

抽象产生它们的中间特征 . 编码器和解码器由多个本

Transformer 模块组成 . 其通过利用深度信号引导 RGB
帧与光流分支学习鲁棒的特征表示，有效解决了感受

野受限和光流噪声导致的模型退化问题 . 随后，通过跳

跃连接将逐级编码的特征输入解码器得到特征 S. 最

后，特征 S 输入预测器并预测得到最后的分割掩

膜MÎRH ´W：

M =Conv(S) （2）
其中，Conv表示1 ´ 1卷积 .
3. 2　混合注意力模块

混合注意力模块是追求简洁、紧凑的端到端UVOS
的核心设计 . 如图 2所示，首先使用线性映射层将F l映

射到对应的查询（query），键（key）和值（value）：

[Q l K lV l ]=[F lWql F lWkl F lWvl ]lÎ{rfd} （3）
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其中，Q l，K l，V lÎRN ´D 分别表示对应的查询、键和值 .
Wql，Wkl，Wvl ÎRD ´D. 表示可学习的投影矩阵 . 然后，

分别将 Kr 与 Kf 拼接，Vr 与 Vf 拼接，得到 RGB 帧和光流

分支融合的 key 和 value. 分别表示为 Kvideo ÎR2N ´D 与

Vvideo ÎR2N ´D：

[KvideoVvideo ]=[Cat(K r Kf )Cat(Vr Vf )] （4）
接着，分别对它们做如下注意力操作：

[A r A f Ad ]= Softmax(
[Qr K

T
videoQf K

T
videoQd K T

d ]

d
) （5）

其中，Ar，Af ÎRN ´ 2N，Ad ÎRN ´N 分别表示 RGB 特征、光

流特征和深度特征的注意力权值，d 表示 key 的维度 .
得到后的注意力权值与对应的 value相乘得到增强后的

特征：

[YrYfYd ]=[A rVvideo A fVvideo AdVd ] （6）
其中，Yr，Yf，Yd ÎRN ´D 分别表示RGB、光流和深度图增

强后的特征 . 最后，将Yr，Yf，Yd拼接得到输出Y：

Y =Cat(Yr Yf Yd ) （7）
其中，YÎR3N ´D 表示充分挖掘不同模态之间共性信息

后的融合特征 .
图 2展示了不同特征的热力图 . 从中可见，第一行

的光流效果较好，外观特征融合光流特征可以有效关

注目标区域，融合深度特征可以提供额外的目标定位

信息 . 第二行到第四行展示了当光流信息包含噪声时，

导致模型对噪声信号过拟合 . 但是，当融合深度特征

后，模型可以利用深度信号提供的空间位置信息，更加

准确的关注运动目标 . 第五行展示了当目标静止时，光

流线索产生负面影响，导致分割效果变差 . 但是，当引

入深度特征时，模型易于区分出不同空间位置的物体，

从而精确分割出主要目标 . 上述实验结果表明了本文

提出的混合注意力模块能够充分交互学习 RGB 帧、光

流和深度图之间的特征，从而充分挖掘它们之间的共

性信息，增强了模型的抗干扰能力 . 传统变换器中采用

的自注意力机制只能获取空间位置信息，而未能有效

捕获通道方向的语义信息，导致其泛化能力受限，难以

有效建模输入图符与图符之间潜在的依赖关系 . 因此，

本文设计了一个局部-非局部语义增强模块，将局部语

义的归纳偏置引入补充学习非局部语义特征，在提升

模型抗干扰力的同时获取更加精细的目标区域 .
3. 3　局部-非局部语义增强模块

图 3 展示了局部-非局部语义增强模块的设计细

节 . 其中，对于非局部语义增强模块，首先使用线性投

影层将增强后的特征 Y 沿通道维投影到潜在空间

Qc ÎR3N ´D，keyKc ÎR3N ´D和 valueVc ÎR3N ´D：

[Qc KcVc ]=[YWqcYWkcYWvc ] （8）
其中，Wqc，Wkc，Wvc ÎRD ´D 表示 query，key和 value的投

影矩阵 . 然后，对它们执行自注意力操作：

图1　基于深度信号引导学习混合变换器网络结构

图2　不同特征热力图
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Ac = Softmax(
Qc

TVc

d
) （9）

其中，Ac ÎRD ´D 表示全局语义注意力权重矩阵，d表示

key的维度 . 最后，注意力权值与对应的 value相乘得到

增强后的非局部语义特征ONL ÎR3N ´D：

ONL = (AcVc
T )T （10）

对于局部语义模块，首先将输入特征Y合并：

Y1 =Merge(Y ) （11）
其中，Y1 ÎRT ´H1 ´W1 ´D 表示合并后的特征，Merge（·）表

示合并的操作 . 合并后的特征经过全局平均池化层聚

合空间特征：

Y2 =GAP(Y1 ) （12）
其中，Y2 ÎR1 ´ 1 ´ 1 ´D表示聚合空间特征，GAP（·）表示全

局平均池化操作 . 接着，将空间聚合特征经过分组卷积

层学习特征，有效缓解了全卷积复杂计算量的问题 . 增

强后的特征经过 Sigmoid 激活函数层得到通道维度的

局部注意力权值：

Y3 = Sigmoid(GroupConv(Y2 )) （13）
其中，Y3 ÎR1 ´ 1 ´ 1 ´D 表示局部语义注意力权重向量，

GroupConv 表示分组卷积操作，Sigmoid 表示激活函数

层 . 最后，将得到的局部语义注意力权值与特征 Y1 对

应元素相乘：

OL = Y3Y1 （14）
其中，OL ÎRT ´H1 ´W1 ´D 表示增强局部语义信息的特征，

表示对应元素相乘 . 增强语义信息后的特征分块展

开转换为原始特征维度：

O'L = Split(OL ) （15）
其中，O'L ÎR3N ´D 表示原始维度的增强语义信息后的

特征，Split表示分块展开操作 . 增强后的非局部语义特

征 ONL 和局部语义特征 O'L 对应元素相加得到最终的

特征OÎR3N ´D：

O =ONLÅO'L （16）

其中，Å表示对应元素相加 .
3. 4　损失函数

本文使用交叉熵损失函数 LCE 和 IoU 损失函数

L IoU，旨在对目标进行像素级分类 . 总的损失函数L定

义如下：

L =LCE +L IoU （17）
其 中 ，LCE = -∑

ij

G(ij)logM (ij)，L IoU = 1 -
|M ∩ G|
|M ∪ G|

，

GÎRH ´W表示真实标签，MÎRH ´W表示预测掩模 .
4　实验结果与分析

4. 1　实验设置

本文以端到端的方式训练模型 . 模型的输入是

RGB帧、光流和深度图 . 其中，深度图和光流分别使用

MiDaS（Mixing DataSets）［13］和 RAFT（Recurrent All-pairs 
Field Transforms）［14］算 法 生 成 . 训 练 的 数 据 集 由

DAVIS16［15］、FBMS［16］和 YouTube-VOS［17］组成 . 本文先

在YouTube-VOS、DAVIS16和FBMS数据集训练 15个周

期，再在DAVIS16和FBMS数据集上微调 25个周期 . 此

外，本文采用了随机旋转、随机裁剪和随机水平翻转的

数据增强策略，并将图片统一缩放到的尺寸 . 整个网络

使用 AdamW 优化器，并初始化学习率为 1e−4，批量大

小设置为 4. 使用前 2 个周期预热，剩余周期余弦衰减

的优化策略 . 实验平台使用一块 64 GB 内存、12 核、

2.50 GHz 的 AMD-Ryzen3950X CPU 和两块 11 GB 显存

的 RTX2080Ti GPU. 推理阶段，本文在 DAVIS16 和

FBMS 数据集上使用区域相似度 J、边界准确率 F 和平

均值 J&F 作为 UVOS 评估指标［15］，在 DAVIS16、FBMS、
DAVSOD［18］和 ViSal［19］数据集上使用平均绝对误差

MAE、Fmax和结构值 Sα作为视频显著性评估指标［6］. 此

外，生成的分割掩膜无需任何后处理 . 在前向推理过程

中，使用 RAFT 算法估计光流约耗时 0.025 s，使用 Mi⁃
DaS 算法估计深度图约耗时 0.023 s，所提算法约耗时

图3　局部-非局部语义增强模块
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0.02 s，总耗时约为0.068 s，即推理速度达到了15 fps.
4. 2　定量实验分析

表 1 列举了本文方法与目前最先进的 UVOS 方法

在DAVIS16和 FBMS数据集上的定量比较结果 . 其中，

红色加粗为最优结果，蓝色加粗为次优结果，绿色加粗

为排名第三的结果 . 本文所提 UVOS 网络在 DAVIS16
数据集上的平均值、区域相似度和边界准确率上分别

超过了目前最先进的 UVOS算法 D2Conv3D 0.4%、0.6%
和 0.2%. 此外，本文方法在 FBMS数据集上的区域相似

度大幅领先目前最先进的算 . 本文方法在 DAVIS16数

据集和FBMS数据集上同时取得了最先进的性能，这充

分表明了本文方法能够生成高质量的分割掩膜 .
表 2列举了本文方法与目前最先进的视频显著性

目标检测算法在 DAVIS16、FBMS、DAVSOD 和 ViSal 数
据集上的定量比较结果 . 其中，红色加粗为最优指标，

蓝色加粗为次优指标，绿色加粗为第三优指标 . 表中可

见，本文在四个数据集的 11个指标上都取得了最优结

果，在一个指标上取得了次优的结果 . 与目前最先进的

视频显著性检测方法 CFANet（Contrastive Features and 
Attention Network）相比，本文方法在各个评价指标上都

领先于 CFANet. 特别地，在 UVOS 方法中，本文方法在

各个数据集上优于 TransportNet. 这表明了本文方法在

UVOS 与 VSOD（Video Salient Object Detection）任务上

均具备优越的性能 .

4. 3　消融实验分析

表 3 列举了本文算法在 DAVIS16 和 FBMS 数据集

上的消融实验结果 . 将深度图引入基线模型中，模型的

J 和 F 指标在 DAVIS16 数据集上相比于基线模型分别

提升了 1.9%和 1.6%；在 FBMS数据集上，模型的 J指标

比基线模型提高了 2.6%. 这是因为当目标静止或存在

复杂运动干扰时，估计出的光流将含有大量噪声，导致

模型对噪声信号过拟合 . 深度信号可提供一帧中所有

对象的空间位置信息，辅助减轻物体静止或复杂运动

的干扰，从而能够得到更高质量的目标分割掩膜 . 在原

有的基线模型中加入混合注意力模块，在 DAVIS16 数

据集上，模型的 J和F比基线模型提升了 2.5%和 3.2%；

表1　在DAVIS16和FBMS数据集上的区域相似度和边界准确率评

估结果

算法

MATNet[5]

3DC-Seg[11]

FSNet[6]

TransportNet[7]

RTNet[8]

CFANet[20]

D2Conv3D[12]

本文方法

DAVIS16
J&F

81.6
84.5
83.3
84.8
85.2

82.8
86.0

86.4

J

82.4
84.3
83.4
84.5
85.6

83.5
85.5

86.1

F

80.7
84.7
83.1
85.0

84.7
82.0
86.5

86.7

FBMS
J

76.1

—

—

78.7

—

—

—

84.0

表2　在DAVIS16、FBMS、DAVSOD和ViSal数据集上的Sα，Fmax和MAE的对比结果

算法

SSAV[18]

DFNet[21]

3DC-Seg[11]

CASNet[22]

TransportNet[7]

FSNet[6]

CFANet[20]

本文方法

DAVIS16
Sα↑
0.893
—

—

0.873
—

0.920

0.918

0.937

Fmax↑
0.861
0.899
0.918

0.860
0.928

0.907
0.909
0.929

MAE↓
0.028
0.018
0.015

0.032
0.013

0.020
0.015

0.010

FBMS
Sα↑
0.879
—

—

0.856
—

0.890

0.909

0.916

Fmax↑
0.865
0.833
0.845
0.863
0.885
0.888

0.915

0.922

MAE↓
0.040

0.054
0.048
0.056
0.045
0.041
0.026

0.026

DAVSOD
Sα↑
0.724
—

—

0.694
—

0.773

0.753

0.790

Fmax↑
0.603
—

—

—

—

0.685

0.662

0.698

MAE↓
0.092
—

—

0.089
—

0.072

0.083

0.069

ViSal
Sα↑
0.943

—

—

0.820

—

—

—

0.953

Fmax↑
0.939

0.927
0.922
0.847
0.953

—

—

0.954

MAE↓
0.020
0.017

0.019
0.029
0.012

—

—

0.013

表3　在DAVIS16和FBMS数据集上消融实验结果

模型变化

深度图

√

√
√

√

混合注意力模块

√

√

√
√

局部-非局部语义增强模块

√

√
√
√

DAVIS16
J

80.7
82.6
83.2
81.3
84.6
83.6
84.2
86.1

F

80.6
82.2
83.8
81.5
84.8
84.0
84.6
86.7

FBMS
J

78.2
80.8
81.4
79.8
82.6
81.2
82.0
84.0
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在 FBMS数据集上，模型的指标 J在基线模型的基础上

提升了 3.2%. 这是因为混合注意力模块能够充分交互

学习RGB帧、光流和深度图之间的特征，从而充分挖掘

它们之间的共性信息， 生成更加精确的目标分割掩膜 .
在基准模型上加入全局 - 局部语义调制模块，在

DAVIS16 和 FBMS 数据集上的评估指标都获得了一定

的提升，这充分表明了全局-局部语义调制模块能够获

取更加精细、完整的目标区域，从而进一步提升了分割

的精度 .
为了有效验证深度图、混合注意力模块和局部-非

局部语义增强模块对模型的积极作用，本文通过删除

模块的方法来测试对模型性能的影响 . 当去除混合注

意力模块时，模型在DAVIS16数据集上的 J和F比原始

版本降低了 2.5%和 2.7%；在FBMS数据集上，模型的区

域相似度 J 比原始版本降低了 2.0%，充分体现了混合

注意力模块在挖掘各种模态数据之间共性的优越性 .
当去除深度图时，模型在DAVIS16数据集上的 J和F比

原始版本降低了 1.9% 和 2.1%；在 FBMS 数据集上，J比
原始版本降低了 2.0%. 体现了深度图能够有效提供目

标的空间位置信息，避免了受物体静止和复杂运动的

干扰 . 在去除局部-非局部语义增强模块的情况下，模

型在DAVIS16和FBMS数据上的性能均下降了一些，侧

面体现了局部-非局部语义增强模块能够获取更加精细

的目标区域，进一步提高了分割质量 .
4. 4　定性实验分析

图4展示了一些本文算法的定性分析结果 . 从上到

下依次是DAVIS16 数据集（breakdance，car-roundabout，
dance-twirl和 libby），DAVSOD数据集（select_0689和 se⁃
lect_0669）和FBMS数据集（dogs01）. 本文提出的方法在

实 际 场 景 中 表 现 出 色 ，包 括 快 速 移 动 场 景（car-
roundabout，libby，select_0689和 select_0669）、杂乱背景

场景（breakdance，car-roundabout和 dance-twirl）、严重遮

挡场景（libby，select_0689，select_0669和dogs01）和剧烈

形变场景（breakdance，dance-twirl和dogs01）. 例如，在第

一行和第三行中，即使周围有很多观看者的背景，本文

提出的分割算法依然能够准确的定位并分割出舞蹈

者 . 在第六行中，冲浪的人在浪花中只能看见头部，

本文提出的算法依然能够精准的分割出头部轮廓 .
在第四行中，小狗被各种围栏、大树遮挡，本文算法

仍然可以只分割小狗而不分割遮挡的背景部分 . 以

上定性分析结果验证了本文算法在各种复杂场景中

的有效性 .

4. 5　模型限制

当深度估计不准确时会存在两种情况，如图 5 所

示 . 第一种情况是深度估计不准确且光流存在噪声（见

图 5前 2行），这种条件下，深度信号会对光流噪声起到

一定的抑制效果，但是预测结果仍然会存在一些噪声；

第二种情况是深度估计不准确但是光流估计较为准确

图4　定性实验结果
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（见图 5后 2行），这种条件下，光流估计会占主导作用，

因此最终的预测结果效果较为理想 . 总之，只有当深度

估计不准确且光流存在噪声的情况下，模型预测效果

会较差，但深度图仍会对噪声起到一定的抑制效果 .

5　总结

为了解决现有的 UVOS 框架存在对光流噪声过拟

合、感受野受限、网络复杂、计算量大等问题，本文提出

了一种基于深度信号引导学习混合变换器的 UVOS 网

络 . 实验表明本文所提方法能够有效抑制光流噪声带

来的干扰并且推理速度快，能够为视频编辑、目标跟踪

和自动驾驶等领域提供更加快速准确的图像处理

结果 .
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